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Muestras Truncadas y Censuradas: revisión
En algunos casos las variables dependientes pueden estar limitadas en su rango. Ejemplos típicos son las limitaciones por la forma en que se realizó el muestreo (top coding) o el caso de observaciones en cero por solución de esquina (compra de durables). 

Si la variable dependiente está limitada de alguna manera, los estimadores MCO serán usualmente sesgados aún asintóticamente. Es decir serán sesgados e inconsistentes.

Para ilustrar el problema en el Gráfico 1 (en la parte superior) tenemos una estimación para la relación 

y = +  x +  

donde  es un error iid N(0, 2) y las observaciones de y con valores superiores a k son desconocidas.

Gráfico 1
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Los valores desconocidos están representados por los círculos, para distinguirlos de los observables que son los puntos.

Para valores altos de x,  los valores conocidos (puntos) de y por debajo de la esperanza (no condicional) E(y) =  +  x , no están totalmente balanceados por las observaciones por encima de E(y) =  +  x, porque algunos de las observaciones (los circulitos) se perdieron. Esto hace que la línea de regresión por MCO resulte aplanada como se muestra en la línea de puntos.
Las muestras con variables dependientes limitadas se clasifican en dos categorías generales:

Truncadas: en este caso los valores de las x  son conocidos solo si se observa la variable dependiente.

Censuradas: en este caso algunas observaciones de la variable dependiente correspondientes a valores conocidos de las variables independientes se pierden. En el gráfico 1, por ejemplo, los valores de y correspondientes a los círculos no son conocidos, pero la x correspondiente si lo es.

El modelo de regresión truncado
Supongamos un modelo lineal standard:
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Donde u se distribuye N(0,2). 

Entonces:


y|X ~ N(XB,2).

Supongamos que y se observa sólo más allá del punto de truncamiento a.

Cuál será el valor esperado de y en ese caso?

Para una variable aleatoria contínua x con una función de densidad de probabilidad (PDF)  f(x) y una constante a:
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Un ejemplo con una distribución uniforme es ilustrativo. 

En una distribución uniforme entre a y b 

la PDF es:

1/(b-a) 
para a<=x<=b

0                     para x<a o x>b

La CDF

0 para 
x<a

(x-a)/(b-a) 
para  a<=x<=b

1 
para x>=b

Gráficamente:
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Supongamos que tenemos una variable con una distribución uniforme entre 0 y 1. 

La  PDF es f(x) = 1, para 0 <= x <= 1.

Supongamos que el truncamiento es en a=0.25.  

La PDF es:
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Es decir, el truncamiento implica reescalar la PDF dividiendo por  (1-CDF(a)).

Podemos extender la lógica a una normal truncada con media  y desvío standard .  Ahora  (.) refiere a la  PDF de la normal y  (.) a la CDF de la normal.

Primero consideramos el nivel de truncamiento. La probabilidad de la variable de ser observada es: 
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Ahora reescalamos la PDF:
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Tenemos entonces la PDF de una normal truncada. Podemos aplicar esto para el caso de la regresión normal truncada:
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Formamos la función log-likelihood tomando logaritmos de la expresión anterior y sumando para toda la muestra:
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La log-likelihood que obtenemos es  log-likelihood de una normal con un término extra (restando).  

Supongamos que el punto de truncamiento queda a la izquierda de todos los valores de y. Entonces el último termino es cero  y no hay truncamiento. Es el caso general.

Esta lógica general se extiende para el truncamiento por derecha y también  por ambos lados. Se adicionan términos indicando dónde está la masa de datos perdidos.Es posible implementar estas estimaciones con diversos truncamientos en STATA utilizando el comando truncreg.
Regresión Normal Censurada
El modelo de regresión censurado (Tobit) considera el caso donde algunas de las y han sido recodificadas (ej. Solución de esquina con ceros).  

En principio el modelo subyacente es similar al probit.  La variable latente, y*, es una función lineal de X:

y* = XB + u.

Pero en este caso y = 0 si y* < 0  y  y = y* si y* > 0.

El modelo es similar al truncado excepto que los datos  “truncados” se incluyen como y = 0 y el punto de truncamiento se asume cero. 

La  PDF es una combinación de la masa de probabilidad en  y=0 y una función contínua para y > 0. Para el punto donde y=0 la probabilidad es:
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Como las observaciones por encima del punto de censura son independientes de aquellas por debajo, la log-likelihood será la suma de dos partes: la parte contínua y la masa en y=0.

Denotamos n1 la primera parte de la muestra que está por encima del punto de censura, y el resto (n - n1) casos por debajo. 

La  log-likelihood para los  n casos es entonces:
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El método de Heckman : intuición
El problema del gráfico 1 puede ser resuelto con un modelo Tobit para el cuál es posible estimar la función de verosimilitud. Usamos este ejemplo para ilustrar la racionalidad detrás del método de Heckman en dos etapas.
Consideremos el valor x0. Para que el y correspondiente sea observado, el error relacionado debe ser cero o negativo, dado que si fuera positivo y hubiera excedido k y entonces habría sido observado.

Esto implica que para x0 el valor esperado del error es negativo.

Ahora consideremos valores de x por debajo de x0.  Para que y sea observado el error toma valores positivos pequeños además de ser negativo o cero, entonces el valor esperado del error se hace menos negativo. Cuando x es mayor que x0 ocurre lo contrario. En la medida en que x crece, para que y sea observado el error debe estar por debajo de un mayor número negativo. El valor esperado del error entonces se hace más y más negativo como se ve en la parte de abajo del gráfico 1. 

La implicancia de esto es que el término de error se correlaciona con la variable explicativa, causando un sesgo aún asintóticamente. Si el valor esperado del término de error fuera conocido podría ser incluido en la regresión como una variable explicativa extra, removiendo la parte del error que se correlaciona con las variables explicativas y por lo tanto evitando el sesgo. 
La primera parte del método de Heckman estima el valor esperado del error y la segunda etapa retorna la regresión con la estimación del término de error esperado (el imr) como una variable explicativa extra.   
Una aproximación gráfica e intuitiva
Podemos ilustrar la diferencia entre las log-likelihood de la estimación censurada y truncada a través del Grafico 2 que muestra la CDF del término de error  del Gráfico 1.

Considere un valor particular x3 de la variable x. 
Para que y3 sea observable, 3 debe estar a la izquierda de k -  -  x3; 
Para y3 no observable 3 debe estar a la derecha de k -  -  x3
Gráfico 2
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Supongamos primero que tenemos una muestra censurada. Si x3 corresponde a un y  observable entonces habrá un 3 específico, y la likelihood para esta observación estará dada por L3 . En el gráfico esto es la altura de la CDF para   en 3. 
Pero si 3 corresponde a un no observable de y, entonces no tenemos un 3 específico. Todo lo que sabemos es que 3 debe estar a la derecha de k -  -  x3. 

La probabilidad de esta observación es entonces la probabilidad de que 3 sea mayor que k -  -  x3. Esto está dado por el área rayada en el gráfico y calculada como 1 menos la función de densidad acumulada hasta el punto k -  -  x3. 

La probabilidad para cada observación en la muestra puede ser calculada de una de estas dos formas, dependiendo de si y es observada o no. Multiplicando todas estas probabilidades, algunas de las cuales son densidades y otras son densidades acumuladas, se obtiene la likelihood para la muestra censurada
Supongamos ahora una muestra truncada. Para cada posible valor de x3 en la muestra el error asociado debe venir de la izquierda de k -  -  x3. 

Entonces el área rayada no es parte de la función de densidad de 3.

Este particular 3 puede ser visto como extraído de una distribución normal truncada dada por la curva de rayas discontínuas en el gráfico. Esta curva se obtiene dividiendo la altura de la distribución normal original por el área de puntos, forzando el área debajo de la curva discontínua a ser igual a uno (reescalando o normalizando a uno la PDF original). 

Entonces, la probabilidad de la observación y3 está dada en el gráfico por L*3. Esta probabilidad es una función de los datos que consiste en la altura de la PDF en la observación (y3,x3), dividida por la CDF hasta el punto k -  -  x3. Cada observación da lugar a una nueva curva de rayas discontínua, para la cual la probabilidad de esa observación puede ser calculada. Multiplicando todas estas expresiones de probabilidad se crea la likelihood para la muestra completa.
Truncamiento incidental (selección muestral): El método de Heckman
Una forma particularmente interesante de muestreo seleccionado es el que aparece cuando la muestra está basada en los valores que toma una variable dependiente distinta de la que define el problema de interés (“truncamiento incidental”).

Así, por ejemplo, la “auto-selección” correspondería al caso en el que la observabilidad de la variable dependiente viene determinada por la decisión individual de participar o no en la actividad de interés (en general, cualquier decisión individual). 

Por su parte, la “selección muestral” correspondería al caso en el que los participantes en la actividad de interés son “sobremuestreados”. No obstante, dado que la auto-selección puede verse como un caso límite de la selección muestral (muestreo basado únicamente en participantes), estas situaciones suelen abordarse de forma genérica bajo el calificativo de “Modelos de Selección Muestral”.
Formalmente, sea y*2 la variable (latente) de interes. En el modelo truncado Tobit , esta variable solo seria observable si y*2 > 0.

En cambio, en los modelos de selección y*2 es observada cuando y*1 > 0. El ejemplo

clasico lo constituye la oferta laboral (medida, por ejemplo, en horas trabajadas), cuyos

valores solo son observados para aquellos individuos (los trabajadores/as) a los que se les ha ofrecido un salario superior a su “salario de reserva” (el umbral mınimo para tomar la decision de trabajar).

Consecuentemente, la especificacion empleada para analizar este tipo de situaciones esta formada por dos ecuaciones:
Una ecuación de selección o participación:
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Una ecuación de interés principal:
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Si asumimos formas lineales para las variables latentes:
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Que puede reescribirse:
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Además si definimos  x = [x1, x2] y suponemos una distribución probit para la ecuación de participación:
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Se puede demostrar que 
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Donde () es la Inversa del Ratio de Mills

Entonces una estimación por MCO es inconsistente por la omisión de la variable ().

En otras palabras, si dispusieramos de  () las estimaciones serian consistentes.

Aunque todavıa nos quedarıa por resolver la ineficiencia que implica la heteroscedasticidad del modelo. Este es un problema de difıcil solucion. 
En general la variable latente sobre la que se contruye la ecuacion de seleccion no es completamente observable: se observa (infiere) su signo pero no su magnitud. Por ejemplo, en el caso de la oferta laboral lo que se observa es si el individuo trabaja o no. En consecuencia, como no se dispone de información sobre la escala de y*1, no es posible estimar la varianza del termino de perturbacion.

No obstante, la derivación de  E (y*2 |x, y*1 > 0) sugiere el empleo de un estimador en

dos etapas.
1. Estimar la ecuacion de participacion empleando todas las observaciones y una

especificacion Probit, 
2. La estimación MCO del modelo:
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Utilizando solo las observaciones para las que y1 = 1 proporciona un estimador consistente de 2 (el estimador “Heckit”).

Ademas, la anterior especificacion permite contrastar estadısticamente si efectivamente

es necesaria la correccion por seleccion muestral a partir de un contraste de significacion individual del coeficiente de la inversa de Mills.
Este  procedimiento relativamente sencillo contrasta con la complejidad que implica la

derivacion del estimador MV. 
El problema central radica en que, dado que solo es posible emplear  f (y2i|y*1 > 0, x2) cuando y1 = 1, la función de verosimilitud es parcial (Ver Wooldridge 2002).
La log likelihood es:

ln L
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La principal ventaja del estimador MV sobre el Heckitt es la eficiencia.
No obstante, el Heckit no solo es mas sencillo de implementar sino que, ademas, requiere de supuestos distribucionales mas debiles.
En concreto, el estimador en dos etapas de Heckman es consistente si:

i) los errores de las ecuaciones tienen media cero y son independientes de las variebles exogenas;

ii) 1 ~ N (0, 1);

iii) E (2|) = , siendo  una constante.
Es importante notar que cuando es distinto de cero los errores estándar usuales de MCO no son exactamente correctos porque no tienen en cuenta la estimación de . (en Stata se ajustan los std errors en el procedimiento Heckman). 
Una restricción es que x2 debe ser un subconjunto estricto de x1. Es decir, cualquier variable explicativa que aparece en la ecuación de interés debe ser una variable explicativa en la ecuación de selección. Además se debe tener al menos un elemento de x1 que no está en x2.  Esto significa que se necesita una variable que afecte  la selección pero que no tenga un efecto parcial en y2. 
No es absolutamente necesario, pero los resultados pueden no ser correctos.

La razón para esto es que mientras el IMR es una función no lineal de x1, suele aproximarse bastante bien mediante una función lineal.

Si x1=x2, el IMR estimado puede estar altamente correlacionado con los elementos de x2i. Esta multicolinealidad puede generar errores estándares altos para los coeficientes estimados.
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